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Resumo

Este trabalho avaliou o wuso do algoritmo de
segmentag¢do automdtica do Mapa Auto-Organizavel
(SOM), Costa-Neto, em conjunto com os indices de
validagdo de parti¢do de dados, Davies-Bouldin e CDbw
na descoberta de agrupamentos em dados geo-espaciais
multivariados.

Abstract

This paper evaluated the use of the automatic
segmentation algorithm of the Self-organizing Map
(SOM), Costa-Neto, together with clustering validity
indexes, Davies-Bouldin and CDBw, in the clustering task
in multivariate geospatial data.

1. Introducao e Motivacao

Existem varios mecanismos de analise exploratéria de
dados através dos mapas de Kohonen [6]. Porém, a tarefa
de descoberta de agrupamentos tem sido feita
visualmente, através da projecdo do mapa por meio da U-
matriz [7] e dos planos de componentes [6]. Todavia,
existem casos onde a complexidade da U-matriz gerada
inviabiliza ou dificulta a descoberta de agrupamentos pela
verificacdo visual. Para estes casos seria bastante util a
existéncia de técnicas de detec¢do automatica de
agrupamentos baseados nos vetores de codigo gerados
pelo SOM.

Este trabalho avaliou o método de segmentacdo
automatica do SOM, proposto por [2]. Este método foi
aplicado em conjunto com os indices de validagdo de
parti¢do de dados, indice Davies-Bouldin [3] e o CDbw

[].

A sec¢do 2 faz uma breve introdugdo sobre os Mapas
Auto-Organizaveis. Na sec¢do 3 o algoritmo Costa-Neto ¢
detalhado e uma rapida comparacdo com outros métodos
de segmentacdo automatica do SOM ¢ realizada. A se¢@o
4 descreve os algoritmos de calculo dos indices Davies-
Bouldin e CDbw. As secdes 5, 6, 7 e 8 tratam da
metodologia, estudo de caso, resultados e conclusoes,
respectivamente.

2. Mapa Auto-Organizavel

O Mapa Auto-Organizavel de Kohonen é uma rede
neural de aprendizagem competitiva organizada em duas
camadas [6]. A primeira camada representa o vetor dos
dados de entrada, x;, a segunda corresponde a uma grade
de neurénios, geralmente bidimensional, totalmente
conectada aos componentes do vetor de entrada. Cada
neurdnio possui um vetor de codigo associado, w;.

O processo de aprendizagem consiste de trés fases. Na
primeira fase, competitiva, cada padrdo de entrada ¢
apresentado a todos os neurdnios para que aquele mais
proximo do padrdo apresentado seja o vencedor. Na
segunda fase, cooperativa, ¢ definida a vizinhanga relativa
ao neurdnio vencedor. Na terceira fase, adaptativa, os
vetores de codigo do neurdnio vencedor e dos seus
vizinhos serfio alterados segundo algum critério de
atualizagdo.

Apbs o processo de aprendizagem os vetores de codigo
do SOM corresponderam a uma aproximagao nao-linear
dos padroes de entrada. O SOM também preserva a
formacdo topologica dos padrdes, ou seja, padrdes
proximos no conjunto amostral estardo relacionados a
neurdnios proximos na grade neural.



O SOM pode variar quanto a algoritmos de
aprendizagem, estrutura topologica da grade, fungdo de
vizinhanga, parametrizagao inicial etc.

3. Segmentacio Automatica do SOM

Para a tarefa de segmentacao da grade de neuronios do
SOM apés a fase de treinamento analisou-se os métodos
Costa[1], Vesanto [8] e Costa & Netto [2]. Em fungao de
ser um método conceitualmente simples, baseado nas
informagOes contidas, unicamente, nos neurdnios € na
rede apds o treinamento, aplicavel a Mapas com
diferentes topologias e totalmente automatico optou-se
pelo algoritmo Costa-Neto [2] para segmentar o SOM
treinado.

3.1 Algoritmo de Segmentac¢io Costa-Neto

Considerando a camada de saida da rede como uma
estrutura de grafo ndo orientado e conectado segundo a
estrutura de vizinhanga do SOM. Costa & Netto [2]
propde a segmentagdo do mapa baseado no
particionamento deste grafo. O algoritmo Costa-Neto
visa eliminar conexdes inconsistentes entre os neuronios
para encontrar a partigdo ideal da grade.
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Figura 1. O algoritmo Costa-Neto elimina conexées
inconsistentes entre os neurdnios para encontrar a
particdo ideal da grade.

O algoritmo proposto baseia-se em informagdes
geométricas de distdncia entre os neurdnios, erro de
quantizagdo e atividade do neurdnio. A estratégia ¢
considerar que todos os neurdnios fazem parte de um
grafo ndo orientado parcialmente conectado e, a partir de
regras heuristicas, eliminar conexdes inconsistentes entre
neurdnios vizinhos, Figura 1.

O Algoritmo:

1.1. Obter as distancias entre os pesos dos neurdnios
adjacentes i e j, d(w,w;); e a atividade de cada
neuroénio i, H(i).

1.2. Para cada par de neurdnios adjacentes, i € j, a aresta
sera considerada inconsistente caso:

1.2.1. Se a distancia entre os pesos excede em 2 a
distincia média dos outros neurdnios
adjacentes aiou a j;

1.2.2. Se os dois neurdnios adjacentes i e j possuem
atividade (H) abaixo de 50% do minimo
permitido (Hp,), ou um dos neurdnios for
inativo (H(i) = 0);

1.2.3. Se a distancia entre os centroides dos
conjuntos de dados associados aos neurdnios i
e j exceder em 2 vezes a distdncia entre os
pesos d(w;, w;).

1.3. Remog¢do dos ramos (arestas) inconsistentes. Para
cada aresta (i, j) considerada inconsistente resultara
em uma conexao nula no enderego (7, j) da matriz de
adjacéncia 4. Ramos consistentes recebem entrada 1
no endereco (i, j) de 4.

1.4. Atribuir um codigo distinto para cada conjunto de
neuronios conectados.

1.5. Remover grupos conectados pequenos (com menos
de 3 neurdnios).

O que acontece com a aplicacdo do algoritmo ¢ uma
poda dos neurénios conectados adjacentes. Ou seja, ao
final tém-se varios grupos de neurdnios conectados
representando um agrupamento especifico.

O algoritmo proposto por [2] ¢ independente da U-
matriz e da dimensionalidade da grade do Mapa, o que o
torna mais genérico que a proposta de segmentagdo
baseada na U-matriz [1].

O algoritmo faz uso de alguns limiares empiricos
definidos por meio de experimenta¢des, € consegue
particionar os dados usando somente as informagdes
inerentes ao Mapa treinado, como a distancia entre os
neurdnios, erro de quantizagdo e nivel de atividade.

O algoritmo de detec¢do automatica de agrupamentos
baseado na particdo do SOM [2] separa os padrdes mas
ndo garante que todos os vetores de entrada serdo
rotulados. Por exemplo, dados atipicos podem nio ser
rotulados devido a restri¢do 1.5 do algoritmo secéo 3.1.

Este problema pode ser solucionado usando-se o
critério do vizinho mais proximo para rotulagdo de todos
os neurdnios especializados do Mapa. Este procedimento
evitara que os calculos dos indices de validacdo sejam
comprometidos.

4. Validacao da Particao dos Dados

Para validar os agrupamentos gerados pelo algoritmo
de segmentagdo baseado no particionamento de grafos
foram usados dois indices, ja aplicados aos Mapas Auto-
Organizaveis. O indice Davies-Bouldin [3], foi usado em
[8] para auxiliar o processo de definicdo do numero de
agrupamentos corretos. O indice CDbw [5] foi usado em
[9] numa aplicagdo semelhante a anterior.

4.1 Indice Davies-Bouldin

O indice Davies-Bouldin [3] ¢ uma medida que indica
a similaridade entre agrupamentos. Esta medida pode ser



usada para avaliagdio da particdlo dos dados e,
conseqilientemente, para comparagdo relativa entre
diferentes divisdes do conjunto de dados. O indice
Davies-Bouldin ¢ independente do numero de
agrupamentos e do método de parti¢do dos dados, o que o
torna indicado para avaliag@o de algoritmos de parti¢ao de
dados.

O indice Davies-Bouldin ¢ dado por
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onde c ¢ o nimero de agrupamentos, S.(Qy) representa
a distdncia intra-agrupamento (dispersdo interna do
agrupamento (), baseado na distidncia para o centroide,
d..(Or, Q) representa a distancia entre os agrupamentos Oy
e 0, também baseado na distancia entre os centrdides.
S.(Qy) € dado por
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onde x; € O Ny € o nimero de amostras no
agrupamento Oy e ¢,=1/Ni 2y c g Xi. de. € dado por
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onde d corresponde a dimensédo do vetor x;.

d
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No indice Davies-Bouldin uma boa parti¢do dos dados
¢ indicada para valores baixos. Os valores p e ¢ devem
ser escolhidos convenientemente de acordo com o
problema.

Ultsch [7] usou o indice Davies-Bouldin com p=2 e
g=2 para avaliagdo da parti¢do dos dados feita através do
Mapa Auto-Organizavel. Neste caso o SOM foi usado
como um redutor do volume de dados a ser particionado.
Ap6s esta redugdo dois métodos de partigdo tradicionais,
o k-médias e o método hierarquico aglomerativo, foram
aplicados,  separadamente, para  encontrar  0S
agrupamentos. O indice Davies-Bouldin foi usado para
atuar como critério de juncdo ou separagdo de
agrupamentos nos algoritmos de parti¢ao usados.

Uma das principais caracteristicas deste indice ¢ sua
adequabilidade para estruturas hiperesféricas, ja que o
mesmo usa o centrdide como ponto de referéncia.

4.2 Indice CDbw

O indice CDbw (Compose Density between and within
clusters) [5] também basea-se na medigdo das distancias
intra e inter agrupamentos. Porém, enfatiza as
caracteristicas geométricas de cada agrupamento, tratando
eficientemente agrupamentos com formatos arbitrarios.

A caracteristica geométrica do agrupamento ¢é
representada através do uso de vetores representativos de
cada agrupamento. Ao invés de usar o centrdoide como
referéncia, usa-se um conjunto de vetores. Isto permite
que o indice avalie corretamente estruturas n@o
hiperesféricas, o que ndo ocorre com o indice Davies-
Bouldin.

Para um conjunto de dados particionados em c¢
agrupamentos, define-se um conjunto de pontos
representativos Vi:{vﬂ,vig,...,vm} para o agrupamento i,
onde r; representa o numero de pontos de representagdo
para o agrupamento i.

Para cada componente p do agrupamento i tem-se que
o desvio padrio stdev(i) ¢ dado por

n.
stdevp(i) = \/kz:ll(xlf _mlp)Z Mn; =1) (1)

onde n; representa o numero de amostras no
agrupamento i, x; € Q; e m; a média da amostra do i-
ésimo agrupamento. A média do desvio padrdo é dada
por

sz‘dev:l ilnstdev(i)”z 2)
=

Cc

A densidade intra-agrupamento ¢ definida como

et
Intra _dens(c)=— 22— X density(v;;),c>1 (3)
ci=lr; j=1,j#i y

(0] termo density(vy) € definido como

density(vi)= zﬁ 1/ (xp.vjj), onde x; € Q; vy éaj-ésima

representagdo do i-ésimo agrupamento, e f(x,v;) ¢ dado
por

1, < stdev

xl - vlj
0, caso contrario

f(xl’vij): “4)



A densidade inter-agrupamento ¢ dada por

c ¢ ”close _rep(i) — close _ rep(j)”

Inter _dens(c) = 2.
i=1j=1,j#i

onde close_rep(i) e close_rep(j) representam o par de
pontos de representacdo mais proximos entre o
agrupamento i € o j, v; ¢ o ponto médio entre este par de
pontos. density(vy) é dado por

density(vij): zleJ'in] f(xk . Vl]) N Onde Xk € Qi ou Xy €
0, e f(x;,vy) é dado por

Lilx, —v.:| < (|stdev(i)|| + ||stdev(j)|])
PR L P B R e
R caso contrario
A separagdo entre os agrupamentos ¢ dada por
c ¢ close _rep(i) — close _rep(j)
Sep(c) = X ” ” c>1
i=lj=1,j#i 1+ Inter _dens(c)
(7

O indice CDbw ¢ definido por
CDbw(c) = Intra_dens(c)*Sep(c) )

Uma boa particdo dos dados ¢ indicada para valores
altos do indice. A complexidade O(n) do algoritmo [5] é
favoravel para dados geoespaciais.

Uma questdo importante a ser considerada neste
algoritmo ¢ a defini¢do dos vetores de referéncia para
cada agrupamento. Segundo Halkidi & Vazirgiannis [5]
este processo € iterativo, primeiro escolhe-se o ponto mais
distante da média do agrupamento, posteriormente o
ponto mais distante do ponto anterior ¢ escolhido e assim
sucessivamente.

4.3 Usando os vetores de codigo como vetores de
referéncia no CDbw

Como colocado por [5] os vetores de referéncia, para o
calculo do CDbw, pode ser encontrado de forma iterativa
a partir do conjunto de dados particionado. Todavia, em
[5] ndo ha uma defini¢do do critério de parada para o
algoritmo de criagdo dos vetores de referéncia. Ou seja, o
numero de vetores de referéncia, para cada agrupamento,
tem de ser definido empiricamente para servir como
critério de parada, caso contrario todos os vetores
poderiam ser escolhidos como vetores de referéncia.

Para o caso de partigdo dos dados através do SOM os
vetores de codigos funcionam como uma aproximacao
ndo-linear da distribuicdo dos dados de entrada sendo,

”stdev(i)” + ”stdev(j)”

density(vl«j ,c>Lc#n (5)

portanto, vetores representativos dos dados amostrais.
Logo, pode-se usar os vetores de codigo do SOM
particionado como vetores de referéncia dos seus
respectivos agrupamentos. Isto simplifica o processo de
calculo do CDbw para o caso de parti¢do dos dados com
SOM.

A adequagdo desta abordagem dependerd da relagao
entre o nimero n de padrdes e o nimero m de neuronios.
Para m/n muito pequeno pode-se ter uma deficiéncia em
nimero de neurdnios para representacdo de cada
agrupamento. Para m/n muito grande tem-se o inverso.

5. Metodologia

O particionamento do conjunto de dados num niimero
¢ de agrupamentos foi realizado através do algoritmo
Costa-Neto em duas fases, Figura 2. Primeiramente os
dados foram apresentados ao SOM, este € treinado e entdo
seus vetores de codigo particionados. Como cada padrio
esta associado a um vetor de codigo pode-se particionar
os dados a partir dos vetores de codigo particionados.

Para validagdo dos agrupamentos gerados usou-se o
indice Davies-Bouldin, (p=2,q=1);(p=2,q=2), ¢ o0 Cdbw.

SOM
Treinamento

‘K

Dados

Vetores de codige SOM Segmentada

e

e

Figura 2. Fases do processo de particionamento dos
dados em c agrupamentos

O processo de avaliagdo dos agrupamentos usado neste
trabalho seguiu o seguinte roteiro.

1.Definiu-se um conjunto de redes que foram
testadas e para cada rede:
a. Efetuou-se o treinamento da rede;
b. Aplicou-se o algoritmo de detecgdo de
agrupamentos Costa-Neto;
c. Rotulou-se todos os neurbnios através do
método do vizinho mais proéximo;
d. Calculou-se os indices Davies-Bouldin e
CDbw;
2.Escolheu-se a rede com os melhores valores dos
indices.



6. Estudo de Caso

A andlise de exclusdo/inclusdo social urbana em Sao
José dos Campos-SP foi baseada nos estudos conduzidos
por Genovez em sua dissertacdo de mestrado [4].

A metodologia consiste na andlise de atributos
associados aos setores censitarios da area urbana de Sao
José dos Campos. Cada setor censitario possui um
conjunto de atributos relativos aos dados do IBGE que
correspondem a questdes relacionadas com o nivel de
qualidade de vida daquela populagdo.

Para este trabalho foram wusados 8 indices de
exclusdo/inclusdo social urbana. Estes indices sdo
composi¢cdes de dados brutos relativos aos setores
censitarios. Cada indice varia entre —1, maior nivel de
exclusdo social, e +1, maior nivel de inclusdo social.

Os 8 indices correspondem ao nivel de renda familiar,
desenvolvimento educacional, estimulo educacional,
longevidade, qualidade ambiental, concentracdo de
mulheres chefes de familia e mulheres ndo alfabetizadas.

7. Resultados

Do grafico correspondente ao indice Davies-Bouldin,
Figura 3, tem-se que a melhor particicdo ¢ a da rede
14x10, com indices Davies-Bouldin 3.0 ¢ 1.5 e ¢=3.
Porém, ao analisar o SOM rotulado, Figura 4, percebe-se
que o particionamento ndo corresponde a realidade, uma
vez que coloca no mesmo grupo neurdnios especializados
em setores de exclusdo e inclusdo.
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Figura 3. Grafico para o indice Davies-Bouldin

Figura 4. Mapa neural particionado segundo o
indice Davies-Bouldin

Do grafico correspondente ao indice CDbw, Figura 5,
tem-se que a melhor particdo ¢ a da rede 18x16, com
indice CDbw igual a 110,14 e c=20. Da analise do Mapa
particionado, Figura 6, conclui-se que a particdo obedece
ao sentido da distribuigdo vertical do Mapa e que
identifica claramente as zonas de dados atipicos. O mapa
dos setores censitarios da cidade de Sdo José dos Campos
foi colorido segundo esta partigdo do SOM, Figura 7, e
demonstra coeréncia com os resultados obtidos por [4], no
sentido de identifica¢do de areas de inclusdo e exclusdao
social urbana.

indice CDbw
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Figura 5. Grafico para o indice CDbw
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Figura 7. Mapa coroplético dos setores censitarios
gerados a partir do SOM particionado segundo o
algoritmo Costa-Neto e valida¢io do indice CDbw

8. Conclusoes

Para o estudo de caso em questdo a combinagdo do
algoritmo Costa-Neto com o indice de validacio CDBw
mostrou-se coerente com resultados anteriores para o
mesmo conjunto de dados. Ou seja, a particdo dos dados
segundo esses algoritmos identificou e agrupou em zonas
de exclusdo ou inclusio social urbana.

Embora o indice CDbw tenha se saido melhor neste
caso mais estudos devem ser conduzidos a fim de se
avaliar os indices para outros dados com estruturas
topologicas distintas.

O processo ndo chega a ser automatico em fungdo da
necessidade do usuario definir as dimensdes da rede e o
raio inicial para cada configuracdo de rede a ser avaliada.
Todavia, pode-se criar um algoritmo simples para
automatizar esta fase e tornar o processo totalmente
automatico.
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