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Abstract. The Land Use and Land Cover (LULC) mapping based on machine
learning requires collecting samples for the training of predictive models. This
step is a time-consuming and expensive process, in addition this activity is sub-
Jject to mislabeling samples. Therefore, several methods for quality assessment
have been developed and applied successfully, but attaching the collect process
with assessment becomes a challenge on some platforms. This article presents a
work in progress that aims to integrate methods for sample analysis during the
collection process in the TerraCollect system under development in the Brazil
Data Cube.

Resumo. A producdo de mapas de uso e cobertura da terra com base em apren-
dizado de mdquina requer a coleta de amostras para treinamento de modelos
preditivos. Esta etapa é custosa e pode demandar tempo, além de ser uma ati-
vidade sujeita a erros na rotulacdo. Por conta disso, abordagens para andlise
da qualidade de dados de treinamento tém sido desenvolvidas e empregadas
com sucesso, porém unir estas duas atividades ainda é um desafio em diver-
sas plataformas. Este artigo apresenta um trabalho em andamento que busca a
integracdo de métodos para a andlise das amostras durante a coleta na plata-
forma web TerraCollect em desenvolvimento no projeto Brazil Data Cube.

1. Introducao

Mapas de uso e cobertura da terra, em inglés Land Use and Land Cover (LULC), sdo
importantes para representar a acdo humana no meio ambiente. Esses mapas s@o in-
dispensaveis para 6rgdos governamentais que procuram desenvolver politicas publicas
ambientais e territoriais eficazes para prevenir altos impactos no meio-ambiente [Hansen
and Loveland 2012]. Esses mapas sdo produzidos principalmente a partir de imagens
de sensoriamento remoto. Atualmente, diferentes missdes estdo langcando satélites de
observagao da Terra e produzindo grandes volumes de dados abertos de imagens consis-
tentes ao longo do tempo e do espaco.

A andlise de séries temporais provenientes do empilhamento de imagens de
satélite combinadas com métodos de aprendizado de maquina é uma técnica amplamente
usada para produzir mapas de LULC [Simoes et al. 2020]. A maioria desses métodos sdo
supervisionados, ou seja, necessitam de um conjunto representativo de amostras rotula-
das a ser subdividido em treinamento, validacdo e teste [Santos et al. 2021, Goodfellow
et al. 2016]. Portanto, a qualidade das amostras de treinamento € crucial no processo de
classificagdo, pois leva a mapas com melhor acuracia.
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Coletar amostras de treinamento ¢ um processo custoso e pode demandar uma
boa parcela do tempo do grupo de especialistas envolvidos. Em grandes areas, a variabi-
lidade das classes de LULC ¢ alta e intrinseca em diferentes regides e periodos devido a
heterogeneidade da biodiversidade, bem como condigdes climdticas e praticas de manejo
distintas. Por isso, as amostras, sejam coletadas em campo ou por interpretagdo visual a
partir de imagens de alta resolugao, podem conter ruidos e também estdo sujeitas a erros
na rotulacdo [Santos et al. 2021]. A coleta pode ser realizada através do uso de Sistemas
de Informacdo Geogréfica (SIG) de propdsito geral, como o QGIS, ou por sistemas que
foram desenvolvidos especificamente para este processo, como o CollectEarth.

O uso destes sistemas facilita a avaliacdo pois disponibilizam métodos de pro-
cessamento de imagens e geometrias [Rwanga et al. 2017]. Enquanto SIG’s de propdsito
geral possuem diversas ferramentas analiticas que exigem experiéncia e conhecimento es-
pecifico para a configuracdo, os sistemas de coleta possuem funcionalidades mais restritas
e objetivas e ndo integram muitas ferramentas analiticas.

Diversos métodos para melhorar a qualidade do conjunto de amostras t€ém sido
desenvolvidos e empregados com sucesso [Santos et al. 2021, Tuia et al. 2009, Rwanga
et al. 2017, Wickham and Grolemund 2017]. No entanto, as ferramentas existentes para
coleta nao integram esses métodos para auxiliar na produgdo de amostras representativas
[Santos et al. 2021].

Este trabalho apresenta uma aplicagdo que integra diferentes abordagens para
andlise de amostras de LULC que auxiliam os especialistas durante e ap6s a atividade
de coleta. Essa aplicacdo esta sendo implementada como uma extensdo da plataforma
TerraCollect em desenvolvimento no projeto Brazil Data Cube [Ferreira et al. 2020]. As
abordagens incluem a Andlise Exploratéria de Dados [Wickham and Grolemund 2017],
Estimativa de Probabilidades, Active Learning [Tuia et al. 2009] e Class Noise Reduc-
tion [Santos et al. 2021].

2. Arquitetura Geral

TerraCollect é uma plataforma web para coleta de amostras de LULC que estd sendo
desenvolvida no projeto Brazil Data Cube (BDC). Esta plataforma utiliza os servi¢os web
do BDC para descoberta e acesso a dados de observacdo da Terra, como por exemplo
o Spatiotemporal Asset Catalog (STAC), Web Time Series Service (WTSS) e Web Land
Trajectory Service (WLTS).

O TerraCollect fornece a visualizagdo de imagens de sensoriamento de cubos
e cole¢des de dados produzidas pelo BDC a partir dos satélites CBERS-4, CBERS-4A,
Landsat-8, Sentinel-2 e MODIS catalogados com o STAC. A plataforma também permite
0 acesso as séries temporais e trajetérias de LULC, respectivamente, com 0S servigos
WTSS e WLTS para auxiliar os especialistas na tomada de decisdo durante a coleta.

Apbs a coleta, as amostras sdo salvas em um banco de dados utilizando o mo-
delo do Sample Database Model (Sample-DB) através do servigco Sample Web Service
(Sample-WS). As amostras séo representadas por seus atributos temporais (start_date e
end_date), sua localizagdo espacial (longitude e latitude) e a sua classe LULC. Com esses
atributos, a extens@o para a andlise de amostras utiliza o SITS para a extracdo de séries
temporais e para execucao dos métodos de andlise. A Figura 1 apresenta a arquitetura de
software com a visao geral da integracdo desses métodos no TerraCollect.
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Figura 1. Arquitetura do TerraCollect com a extensao para a analise de amostras.

O pacote SITS fornece um conjunto de ferramentas para a extragdo, andlise e
classificacdo de séries temporais com aprendizado de maquina. O SITS adapta algo-
ritmos como o Random Forest, Support Vector Machines (SVM), Convolutional Neu-
ral Networks (CNN’s), dentre outros para trabalhar com este formato de dados [Simdes
2021]. Com estas ferramentas € possivel implementar as abordagens para a andlise de
amostras estendendo a aplicag@o do TerraCollect. A seguir sdo apresentados os dois prin-
cipais componentes da extensdo de andlise de amostras.

2.1. Extensao para a Plataforma TerraCollect

Com as amostras disponiveis, os usudrios podem acessar a extensao pela aplicacdo web do
TerraCollect. Esta aplicagao foi desenvolvida com o framework Angular [Jain et al. 2014]
para criar uma interface grafica com visualizagdes interativas de resultados. A extensdo
possui componentes para a execugao das abordagens implementadas no SITS: Analise
Exploratéria de Dados, Estimativa de Probabilidades, Active Learning e Class Noise Re-
duction. Para integrar essas abordagens em linguagem de programacgdo R na aplicacio
TerraCollect foi desenvolvido um servico especializado para andlise de amostras.

2.2. Servico para Analise de Amostras

O servico para andlise de amostras € uma Application Programming Interface (API) de-
senvolvida com o pacote chamado Plumber R [Schloerke and Allen 2022]. Uma API
permite a comunicacdo entre diferentes aplicagdes e servicos web [Fowler and Lewis
2014]. Para este trabalho um dos requisitos essenciais é a comunicacdo entre a aplicacio
TerraCollect e o SITS.

O pacote Plumber R converte as funcdes implementadas em scripts R pré-
existente em uma API usando uma colecdo de comentarios especiais para encapsula-los
nos métodos GET, POST ¢ DELETE [Schloerke and Allen 2022]. Desta forma o Terra-
Collect envia as requisi¢des para executar a extracdo de séries temporais e a andlise de
amostras no SITS.
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3. Abordagens para a Analise de Amostras
Essa secdo apresenta a descricdo das abordagens para a andlise de amostras que serdo
integradas na arquitetura proposta.

3.1. Analise Exploratoria de Amostras

A Andlise Exploratéria de Dados (AED) € um método usado para resumir as principais
caracteristicas dos dados, geralmente usando técnicas de visualizagdo com gréficos ou
tabelas. Desta forma € possivel identificar padrdes, detectar anomalias e verificar se 0s
dados atendem aos objetivos esperados ou se necessitam de ajustes [Wickham and Gro-
lemund 2017]. Na extensao de andlise de amostras, o componente para a AED fornece
o gréfico da distribuicdo de frequéncia de amostras por classe e a visualizagdo do padrio
das séries temporais com as bandas e indices de vegetacdo para resumir o conjunto de
amostras disponiveis. O SITS usa uma Generalized Additive Models (GAM) para sua-
vizar a série temporal, e assim, estimar um padrdo de comportamento no periodo. Com
essas visualizacdes o analista consegue distinguir as caracteristicas de cada classe.

3.2. Estimativa de Probabilidades

As amostras armazenadas no banco de dados do TerraCollect podem ser usadas como
um conjunto de dados base de treinamento para um modelos de aprendizado de maquina
baseados em RandomForest, SVM’s ou CNN’s de forma supervisionada. Desta forma,
durante o processo de coleta de novos dados, esses modelos podem ser utilizados para
inferir a probabilidade de uma nova amostra pertencer a uma dada classe [E. Walpole et al.
2012]. No entanto, o uso do resultado da predi¢do pode gerar problemas de overfitting
resultando na especificagdo do modelo. Por essa razdo, estudos usando a incerteza dos
resultados sdo necessdrios como as técnicas de Active Learning apresentadas por Tuia
et al. 2009.

3.3. Active Learning

Active Learning usa um modelo de aprendizado de maquina pré-treinado com um subcon-
junto do treinamento para analisar as divergéncias nas previsdes do modelo ao predizer
novas amostras [Tuia et al. 2009]. Este método é derivado do mesmo principio da es-
timativa de probabilidades, porém ¢é realizado um célculo com base na predi¢do como a
entropia e a margem de confianga que medem a incerteza para avaliar a representatividade
de uma amostra.

3.4. Class Noise Reduction Method

Santos et al. 2021 propds um método que avalia a qualidade das amostras de LULC com
base na inferéncia bayesiana aplicada no agrupamento com o método Self-organizing
maps (SOM). Como apresentado no estudo, os vizinhos de cada neurénio em um mapa
SOM fornecem informagdes sobre a variabilidade intraclasse e interclasse, desta forma
a inferéncia é aplicada em cada um dos neurdnios para mensurar a probabilidade do
réotulo ter sido atribuido corretamente. Assim, € feita a andlise com base nos filtros
de threshold para a probabilidade a priori e posteriori resultando na classificacdo das
amostras em status de “clean”(permanece no conjunto), “analysis”(andlise necessaria)
e “remove”(remocao aconselhdvel). O componente para a execucido desse método possui
a visualiza¢ao do mapa SOM onde o analista consegue explorar os neur6nios e recuperar
as amostras de cada grupo. Com a amostra selecionada pode-se analisar a série temporal
e compard-la com o padrao da classe.
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4. Resultados Parciais

Foi realizado um estudo de caso no Bioma Cerrado com 591 amostras de agricultura e
floresta extraidas dos mapas do TerraClass. Essas amostras foram fornecidas pela Em-
brapa para re-classificagdo com base na interpretacio visual das imagens de satélite com
o auxilio da plataforma TerraCollect para o periodo de Agosto de 2019 a Agosto de 2020.
Para anélise foram usadas as séries temporais do cubo de imagens do CBERS-4 sensor
WFI com uma resolugao espacial de 64 metros e 16 dias de resolucio temporal usando os
indices de vegetacdo Enhanced Vegetation Index (EV]) e Normalized Difference Vegeta-
tion Index (NDVI).

A Figura 2.a mostra a tela inicial da ferramenta com as op¢des disponiveis para
realizar a andlise exploratéria. Esta tela apresenta o grafico de distribuicdo de frequéncia
das amostras por classe destacado na Figura 2.b. A Figura 2.c apresenta em destaque a
selecdo de um padrio de séries temporais para uma dada classe de Agricultura.

b. Distribuicia de Frequéncia de Amostras por Classe

a. Tela Tnicial da Extensao de Analise

Figura 2. Tela inicial da extensao com a Analise Exploratdria de Amostras.

Para fins de teste, foram selecionadas somente as amostras de agricultura das 591
amostras para treinar um modelo baseado no Random Forest com 200 arvores. Com
o modelo treinado, foi selecionado uma nova amostra para estimar a probabilidade. A
Figura 3.a apresenta o grafico de pizza da predicdo resultando em 50% de chance de
Agricultura semi-perene.

a. Estimativa de Probabilidades b. Class Noise Reduction
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Figura 3. Recorte da tela da extensao com os resultados da analise.

Ja a Figura 3.b apresenta o resultado do método Class Noise Reduction com
gréfico da distribuicdo da quantidade de amostras por status. Para o estudo de caso, a
classe de Agricultura Perene apresentou maior nimero de amostras ruidosas para andlise
e remoc¢do. O analista pode selecionar as amostras e usar o status em conjunto com as
ferramentas do TerraCollect (como o WLTS e WTSS) para tomar a decisdo sobre quais
dados devem permanecer no conjunto.
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5. Consideracoes finais

Este artigo apresenta uma aplicagdo para integrar métodos de andlise de amostras durante
a atividade de coleta. A aplicacdo foi implementada como uma extensdo da plataforma
TerraCollect para a execucdo das abordagens implementadas no SITS. Os experimentos
permitiram um estudo mais elaborado dos métodos de andlise de amostras e a organizacio
e implementacdo desses métodos em uma aplicacdo web. Porém, ainda € necessdrio re-
alizar estudos e experimentos com as técnicas de Active Learning para demonstrar a sua
viabilidade no refinamento de amostras.

Para trabalhos futuros, espera-se revisar as ferramentas para a extra¢do e o arma-
zenamento das séries temporais. Devido ao volume de dados usados nos experimentos,
conclui-se que ainda h4 um alto custo de tempo para a extragdo. Dessa forma € necessario
propor um novo modelo de banco de dados para o armazenamento e espera-se que fu-
turamente a extracdo seja otimizada usando programacio paralela ou demais técnicas
relacionadas.
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