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Abstract. The Amazon has the largest remnant of tropical forests in the world and is 
being threatened daily by deforestation and forest degradation. The estimated area 
of forest degradation is underestimated, which is problematic for both sustainable 
policy enforcement, environmental oversight and national carbon emission 
inventories. Therefore, a deep learning model (U-Net) was trained to map forest 
degradation using Planet imagery (4.77 m spatial resolution) in the Jamari National 
Forest at the Brazilian Amazon. Preliminary results showed an overall accuracy of 
67%. Our approach is promising to monitor forest concessions in Amazonia. 

Resumo. A Amazônia possui o maior remanescente de  tropicais do mundo 
 

tanto 
para a aplicação de políticas sustentáveis,  ambiental e inventários 
nacionais de emissões de carbono. Dessa forma, um modelo de deep learning (U-

 
(resolução espacial de 4,77 m) na Floresta Nacional do Jamari, na Amazônia 
brasileira. Os resultados preliminares mostraram precisão geral de 67%. Nossa 
abordagem é promissora para monitoramento de concessões  na Amazônia. 

 
 

1. INTRODUÇÃO 

Estima-se que aproximadamente 17% das  tropicais desapareceram desde 
1990 (VANCUTSEM et al., 2021). Embora a vegetação amazônica ainda abranja oito dos 
treze países da América do Sul, sua cobertura original sofreu severa redução por conta de 
processos como o desmatamento e a degradação  a partir da década de 1970, 
principalmente pela inauguração da rodovia Transamazônica (FEARNSIDE, 2005). Os 
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processos de degradação afetam a Amazônia em larga escala e já ultrapassam as áreas 
afetadas por desmatamento (MATRICARDI et al., 2020). 

 
como: a abertura de estradas na  o corte de árvores; clareiras, tanto das árvores 
extraídas quanto de outras árvores mortas durante o pro  
pátios de extração (PINHEIRO et al., 2016). Dados recentes obtidos do Tropical Moist Forest 
(TMF) do Joint Research Centre (JRC) apresentam que a área anual da Amazônia que sofreu 
com desmatamento e degradação aumentou 24% entre 2019 e 2020 na Amazônia Legal 
Brasileira, indo de 17.303 km² para 21.379 km² (BEUCHLE et al. 2021). Em adição, as 
emissões de carbono ainda não são devidamente mensuradas e relatadas nos inventários de 
emissão de carbono dos países amazônicos (SILVA JUNIOR, et al., 2021). 

O objetivo da pesquisa foi avaliar o mapeamento do corte seletivo gerado por um 
modelo de deep learning para a Floresta Nacional do Jamari, através de imagens de alta 
resolução espacial Planet. Neste estudo são apresentados os resultados preliminares do 
mapeamento e a avaliação do desempenho do modelo para mapeamento do corte seletivo 
relacionado  

2. METODOLOGIA 

2.1 Área de estudo 

A área de estudo foi a Floresta Nacional do Jamari, que pertence à Amazônia Legal e 
está localizada no norte do estado de Rondônia, entre os municípios de Cujubim, Candeias do 
Jamari e Itapoã do Oeste (Figura 1). Composta por espécies de árvores de alto valor 

 
 

2008 (DALAGNOL et al., 2019). É importante reiterar que desde a década de 1980 a área 
sofre pressão de empreendimentos minerários e da agropecuária, assim como da criação de 
assentamentos da reforma  
et al., 2017). 

O mapeamento de degradação nesta área seria capaz de  processos 
recorrentes como a abertura de estradas, o corte legal e ilegal, efeitos de borda, queimadas e o 

 
 

Nacional do Jamari, no estado de Rondônia, a primeira  
monitoramento dessas atividades é importante para garantir que não haja uma exploração 
além do estabelecido pelo plano de manejo. 
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Figura 1 - Limite da área de estudo (Floresta Nacional do Jamari). Imagem no background é 

uma composição colorida cor-verdadeira do satélite Planet produto NICFI. 

2.2 Aquisição de imagens Planet e fotointerpretação 

O uso de imagens de alta resolução espacial possibilita a fotointerpretação das feições 
de extração de madeira e queimadas com maior detalhamento. Nesse sentido, a constelação de 
satélites da missão Planet fornece imagens de alta resolução espacial (~3  5 m) e alta revisita 
(~1  3 dias) através do uso de uma constelação (>100) de satélites tipo DOVE (Digital 
Orbiting Voice Encoder). Nesse estudo foram utilizadas as imagens do programa NICFI 
(  International Climate and Forest Initiative) (HERMANSEN et al., 2017),que 
disponibilizou imagens Planet de alta resolução espac  
tropicais. Foram utilizados mosaicos bi-anuais (6 meses) de 2016 a 2021 para o mapeamento. 

Para treinar o modelo, amostras de corte seletivo foram fotointerpretadas na Flona 
quads 

ou tiles Planet (20x20 km) foram fotointerpretados. Nesse processo, foram utilizadas 
composições de cor verdadeira (RGB), e o índice de vegetação VARI (Índice Resistente à 
Atmosfera na Região Visível) (GITELSON et al., 2002). O VARI representa a quantidade de 
verde na vegetação, calculados a partir de áreas com maior ou menor estresse na vegetação 
(Equação 1). Ele destaca as áreas com solo exposto ou com dano no  
permitindo mapear as áreas de corte seletivo. 
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2.3 Modelo Deep Learning 

Para realizar a segmentação semântica das áreas de degradação  usando 
imagens Planet, utilizou-se o modelo de redes neurais convolucionais U-Net 
(RONNEBERGER et al., 2015) aplicado em ambiente R (BUNN, KORPELA, 2014) através 
do (GOLDSBOROUGH, 2016; RAMPASEK, GOLDENBERG, 2016). 
O input do modelo foram imagens de 256x256 pixels (patches) contendo as bandas Planet (R, 
G, B, NIR) e a máscara de degradação previamente delineada. A partir da amostragem, 
obteve-se 73.744 patches de treinamento. Na arquitetura da U-Net, em cada nível, têm-se duas 
camadas de convolução com janelas / kernel de tamanho 3x3 e um número de atributos que 
aumenta de acordo com a profundidade da rede até o centro. As camadas convolucionais 
analisam e aprendem padrões nessas janelas de pixels ao mesmo tempo, ao invés de pixels 
individuais. Dessa forma, o modelo é capaz de aprender padrões espaciais relacionados à 
degradação. O output  
extração de madeira. Usando essa probabilidade, obteve-se mapas binários, considerando um 
limiar maior que 0.5 para áreas afetadas pela exploração. Após treinado, o modelo teve como 
objetivo realizar a predição de áreas degradadas a partir do treinamento do modelo com 
padrões espaciais de degradação  O modelo foi utilizado para predizer o corte seletivo 
anualmente entre 2016 e 2021 para a Flona do Jamari. 

2.4 Validação do mapeamento 

Para validar o mapeamento das áreas manejadas na Flona do Jamari, foram 
compilados dados de referência  
Florestal Brasileiro. Esses dados consistiram em polígonos das áreas manejadas com o ano do 
manejo (Figura 2). Essas informações foram cruzadas com o mapeamento automático para 
realizar uma avaliação visual e também quantitativa através de uma matriz de confusão. 
Calculou-se a acurácia global entre o mapeamento e a referência. Foi calculada a área total 
mapeada como corte seletivo dentro da Flona Jamari, para áreas dentro e fora das concessões 

 
 
 

 
Figura 2 - Unidades de produção (UPA) de concessõ  

dados: Serviço Florestal Brasileiro, 2022. 
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3. RESULTADOS E DISCUSSÃO 

3.1 Mapeamento 

O modelo gerou um mapa de corte seletivo para a Floresta Nacional do Jamari durante 
o período de 2016 a 2021 (Figura 3).  
extração de madeira por toda extensão da Flona, de acordo com a data em que ocorreu o corte 
segundo a disponibilidade das imagens Planet. Cada cor representa o ano em que o corte foi 
detectado pelo model  

 
ou com alguma diferença mensal devido ao fato de as imagens Planet geradas antes de 
Setembro de 2020 serem mosaicos semestrais. As UPAs com ano de corte anterior à 2016 o 
modelo não foi capaz de  uma vez que as imagens Planet ainda não estavam 
disponíveis. 

 
 

ano de corte. 

Como esperado, o modelo não detectou as UPAs com data de corte na referência 
 anterior a 2016, uma vez que o imageamento se inicia a partir de dezembro de 2015. 

rte seletivo em 27 UPAs 
 
 

com referência, as UPAS da UMF II apresentam padrão divergente do que foi observado no 
corte seletivo e as UPAs da UMF III variam entre as duas opções. O modelo também detectou 
áreas de corte seletivo dentro do perímetro de UPAs que não tinham informação de corte. 
Essas áreas apresentaram padrões de corte seletivos semelhantes ao de UPAs com referência. 
Esses padrões consistiram na ocorrência de trilhas regulares, pátios para estocagem de 
madeira  
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O modelo detectou áreas de corte seletivo fora do perímetro de UPAs sem referência 
 

UPAs. Esses padrões consistiram na abertura de diversas trilhas desordenadas dentro da 
a parte sudoeste, e sem ocorrência regular de pátios para estocagem da madeira. 

Essas áreas provavelmente consistem em cortes ilegais. 

3.2 Análise quantitativa do mapeamento 

Para uma análise estatística do mapeamento, foi gerada uma matriz de confusão 
(Tabela 1) a partir do cruzamento entre a predição do modelo U-Net e a referência do SFB. Os 
números representam a quantidade de pixels encontrados entre as classes de referência e 
predição. A partir da matriz de confusão, foi calculada uma exatidão global de 67%. Isso quer 
dizer que 67% da área foi corretamente mapeada de acordo com a referência do SFB. 

Como apontado na análise visual, observamos que existem áreas que apresentaram 
padrões claros de corte seletivo, porém não tinham referência do ano do corte. Esse é o caso 

 
predição entre 2016 até 2021. Uma parte dessas áreas ocorre por conta de possíveis 
inconsistências na referência do SFB que devem ser exploradas. Essa divergência reduz a 
exatidão global do modelo. 

 
 

 Referência  

  0 2016 2017 2018 2019 2020 2021 

Predi 0 6354 47 198 16 0 3 24 
ção 2016 688 218 110 2 4 1 6 

 2017 139 38 43 8 0 10 0 
 2018 583 0 119 17 0 0 0 
 2019 500 0 46 2 66 42 0 
 2020 225 0 0 0 0 14 49 
 2021 427 0 0 0 0 0 1 

 

Tabela 1  Matriz de Confusão entre a predição da extração de madeira e a referência  
das datas de corte SFB. Nas linhas e colunas constam o ano da detecção ou valor=0, que 

 

 
também fora destas, o que evidenciou perturbações relacionadas à degradação que não 

tais do SFB. Foram detectados 513 km2 
 
 

km2, ou seja, 13,54% da área total da Flona. 

4. CONSIDERAÇÕES FINAIS 

 
 

de corte seletivo, com abertura de estradas, pátios de estocagem de madeira e clareiras geradas 
pelo corte das árvores. Os resultados apresentam divergências nas métricas de avaliação 
estatísticas, que pode ser devido a inconsistências nos dados usados como referência. 

Há dois tipos de áreas em que o modelo detectou a presença de degradação 
possivelmente ilegal: áreas de corte ilegal dentro das UPAs; e áreas de corte ilegal fora das 
UPAs. No primeiro caso, a extração ocorre aparentemente de forma desordenada, sugerindo 

îðç



possível corte ilegal dentro das UPAs, uma vez que o padrão está diferente das UPAs que 
possuem referência de dados de corte. No segundo caso, o modelo detectou padrões de 
degradação e corte ilegal fora das UPAs, o que, assim como no primeiro caso, pode 

 
Sendo assim, por mais que o modelo detecte corretamente os padrões de 

degradação relacionados ao desmatamento, ainda é preciso validar algumas informações junto 
ao SFB, principalmente para a Floresta Nacional do Jamari. 
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